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Resumo

A identificacdo e discriminacdo das diferentesfisionomias € uma das alternativas mais
viaveis para o planejamento de acfes de manejeep@tao e monitoramento em Unidades
de Conservacéao (UC). O objetivo deste trabalhavaliar os classificadores digitédsipport
Vector MachingdSVM) e Spectral Angle Mapp&iSAM) na caracterizagéo de fitofisionomias
existentes no Parque Estadual do Araguaia (PEA&limdo no municipio de Novo Santo
Antbnio, sendo delimitada pela confluéncia do Ras #ortes e do Rio Araguaia. Através
dos classificadores SVM e SAM foram processadasagens do sensor ASTERdvanced
Spacebone Thermal Emissionand Reflection Radiojneter coleta das amostras de
treinamento para a geracao das classificacbfesidigibrangeu as classes: agua, campos de
murundus, ipucas, monchéo, cerradéo, cerstidicto senspybancos de areia e solo exposto.
As amostras coletadas serviram de treinamentogsadois algoritmos. No algoritmo SVM
foram utilizadas trés opgoes de kernel. No algari®®\M foram utilizados dois valores de
alfa (@). Com base no indice Kappa constatou-se que oitalgoSVM obteve maior preciséo
na diferenciagéo das fitofisionomias, obtendo mprecisdo no mapeamento.
Palavras-chave:Sensoriamento Remoto, Classificacddupervisionada, Tipologias
Florestais

ABSTRACT

The identification and discrimination of differemggetation types are essential activities for
the study of impacts of human activities, one @ thost viable alternatives for planning
management actions, conservation and monitoringratected areas (UC). The objective of
this study was to evaluate the digital classifiepi$rt Vector Machine (SVM) and the
Spectral Angle Mapper (SAM) in the characterizatmiexisting vegetation types in the
Araguaia State Park (PEA), in the municipality biovo Santo Antonio, being bounded by
the confluence of the Death River and Araguaia RiVerough the SVM classifiers and SAM
were processed images ASTER (Advanced Thermal komisend Reflection Spacebone
Radiometer). The collection of training samples generate the digital classifications
comprehended the classes: water, mounds fieldszagpyforest fragments located in
depressions that favors its flooding), monchaohlggound of island covered with savannah
species), savanna, cerrado, shoals and bare Beilsdmples provided the training for the two
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algorithms. In SVM algorithm were used three keroglions. In the SAM algorithm were
used two alpha values))( Based on the Kappa index was found that the SAl@brithm
obtained more precise differentiation of vegetatigpes, obtaining greater accuracy in the

mapping.
Keywords:Remote Sensing, Supervised ClassificatioRprest Type

INTRODUCAO

No territério brasileiro encontramos inUmeros eistemas, associados a seis biomas
distintos, estando assim entre os paises com a ohiagersidade de vida no planeta. Dentro
deste contexto, as unidades de conservacdo refmesemma das melhores estratégias de
protecao ao patrimonio natural.

O Mato Grosso tem papel fundamental, no contextgmgdico da regido Amazonica,
destacando-se por sua extensao territorial, dispdeduma superficie de 906.068,078 Km?,
com porcdes dos trés importantes biomas brasildilosesta Amazonica (52%), Cerrado ou
Savana (41%) e Pantanal (7%), representando undesltransicdo entre estes biomas.
Basicamente apresenta dois tipos de clima, ao BEguatorial e do centro ao sul o Tropical
que lhe conferem um mosaico de vegetacdo que véodkstal ao campestre. Distinguem
como suas principais categorias fitoecologicas amdcdes: Floresta Ombrofila Densa,
Floresta Ombrofila Aberta, Floresta Estacional Sewidual, Cerrado e Areas de Tens&o
Ecoldgica (contato entre tipos de vegetacdo) comtengenominada Ecétonos. Juntamente
com esta diversidade e os atributos de carateoftpie enriquecem sua diversidade, abriga
ainda nascentes de trés importantes bacias hidicagaPlatina, Amazonica e Araguaia-
Tocantins (SONODA, 2004).

O Parque Estadual do Araguaia encontra-se na regdmacia Araguaia-Tocantins,
inserido no Bioma Cerrado, que representa 23% ditéreo brasileiro, tratando-se do
segundo maior Bioma do pais em area. O Cerrado®davado um dos hotspots mundiais,
isto €, um dos biomas mais ricos e ameacados cetplfMITTERMEIER et al., 1999).
Porém a composicdo floristica e as fitofisionompassente na planicie do Araguaia séo
pouco conhecidas, restringindo-se a levantamentpiratorios como o executado pelo
RADAMBRASIL (1981).

Para o mapeamento da cobertura vegetal € impoaataliacdo da performance de
algoritmos de classificacdo como neste casBpectral Angler Mapp€BAM) e Support
Vector MachinéSVM). Nesta abordagem orientada a pixel, foragtatdos os algoritmos
SAM e SVM, que apresentam a capacidade de aprendizadistamas complexos e lidam
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com a resolucdo de interacdes nédo lineares nanghistide classes de objetos e fracdes de
tipologias de cobertura da terra em imagens déiteai€EHNERT et al., 2015; FERREIRA
et al., 2016).

Véarios estudos visando a analise da performancealderitmos podem ser
evidenciados, como o monitoramento do desmatanentegradacdo em florestas tropicais
(ASNER et al., 2009), diferenciagdo da cobertu@efital utilizando dados do sensor
Hyperion (VYAS et al., 2011), uso em dados multeetpais de alta e média resolucdo para
deteccao de mortalidade de arvores causada panrbeg61ART & VEBLEN, 2015).

Com o crescente uso da tecnologia existente emofSa&m&nto Remoto e suas
aplicacdes o presente trabalho tem por objetiveradehar um algoritmo capaz de diferenciar
com robustez e eficacia as fitofisionomias exigtemo Parque Estadual do Araguaia (PEA),
possibilitando no final a elaboracdo de um Mapa dtero visando a discriminacdo da
cobertura vegetal, contribuindo no conhecimentolatalizacéo, distribuicdo espacial e

geografica de cada fitofisionomia.

MATERIAL E METODOS

O PEA é o maior parque do estado do Mato Grossajacem 2001 pela Lei Estadual
n® 7.517, o parque possui area total de 223.168ckates e esta inserido na categoria de
Unidade de Protegao Integral, de acordo com o r8ssté&acional de Unidades de
Conservacao (SNUC, 2000). Localizado na regidoesteddo estado entre as Latitudes 11°
45" S a 12° 38’ S e Longitudes 50° 37" W a 50°\BQ’sua extensado € de aproximadamente 95
km, distancia entre o extremo norte (encontro do dRis Mortes com o Rio Araguaia) até o
extremo sul. Inserido na zona de contato entre aade e a Floresta Amazonica,
apresentando extensas areas de campos sazonalmertados, denominados campos de
murundus, complexos de Cerrado/Cerraddo, Mata &aweid (Ipucas) e Mata Seca
(MARIMON & LIMA, 2001; RATTER et al; 2003).

As imagens provenientes do sensoriamento remoto s&windo como base para
estudos e levantamentos geoldgicos, ambientaigodag, cartograficos, florestais, urbanos,
entre outros. Além disso, essas imagens passarapnesentar uma das unicas formas viaveis
para realizar monitoramentos ambientais tanto eral&s locais como em globais ja que séo
produzidas com rapidez, eficiéncia e periodicid&@USA, 2009).

Técnicas de classificacdo de imagens implicam ndeimentacdo de um processo de

decisdo para que o computador possa atribuir gerel a uma classe (NOVO, 1989).
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Segundo Iwai (2003), sdo gerados neste processpasm@maticos ou cartas tematicas
correspondentes aos temas de interesse, de aardoriterios bem definidos. Cada pixel da
imagem original é classificado em alguma das ctassetemas definidos e representado por
simbolos graficos ou cores. A maioria dos clasmiftces baseia-se exclusivamente na
deteccdo da assinatura espectral de classes deucabego solo. Neste caso, para que a
classificagdo seja bem sucedida, é necessario sjassinaturas espectrais dos alvos sejam
bem definidas e distintas entre si.

Sensor ASTER Advanced Spaceborne Thermal Emission and Reflection
Radiometer)

O ASTER @dvanced Spaceborne Thermal Emissionand RefleBamhometey foi
lancado em dezembro de 1999, a bordo do satéliRRPE como parte do programa EOS
(Earth Observing SystemCom o0 seu langcamento iniciou-se uma nova e [@sora era do
sensoriamento remoto orbital de recursos terres$ugs principal missdo € de monitoramento
ambiental e suas imagens apresentam uma seéridicicéps em relacdo ao uso e ocupacéo
da terra, destacando-se a classificacdo do usoirgatsidade de uso da terra (ZHU et al.,
2002); confeccao e atualizacdo de mapas; monitoranmo desenvolvimento das cidades;
monitoramento de projetos de desenvolvimento reggprmapeamento de redes vidrias;
investigacdo do trafego e das rotas de transpoeeame das medigbes de enchentes em
regides proximas ao nivel do mar (ABRAMS & HOOKQ2]

O ASTER possui 14 bandas espectrais, sendo compastdrés subsistemas de
imageamento independentes que coletam dados enasvdor¢cdes do espectro
eletromagnético: trés bandas com resolucdo de &&bnindo as faixas espectrais do visivel
(Visible- VIS), entre 0,52 e 0,68m, e infravermelho proximad\ear in frared- NIR), de 0,78
a 0,86um; seis bandas, com 30m de resolucéo, posicionadedravermelho de ondas curtas
(Short Wave Infrared SWIR) de 1,60 a 2,43m, e cinco bandas com 90m de resolugéo, no
infravermelho termalThemal in frared TIR), entre 8,125 e 11,G6n.

Utilizou-se de informacdes oriundas do Sensor ASTERNdo trés cenas
correspondentes ao PEA, onde se procedeu a réalizias etapas de pré-processamento
descritas a sequir:

- Correcdo Atmosféricaos dados da cena original ASTER (L1B) foram coiidtes
para reflectancia a partir de procedimentos deecéao atmosférica, com a utilizacdo do
modelo de transferéncia radiativdoderate Resolution Atmosferic Radiance and
Transmittance Mode(MODTRAN), tendo por base parametros regionais. skguintes
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condicbes de imageamento foram consideradas nolonatkzado: (i) elevacdo média da
regido de estudo, (ii) altitude da plataforma) @iata da passagem, (iv) niveis de aerossois
(visibilidade), (v) coordenadas da area, (vi) gitlatte de vapor d’agua na atmosfera e (vii)
modelo atmosférico (tropical) (ACORN, 2002). Prevémte a correcdo atmosférica, as
bandas SWIR do ASTER foram submetidas a correca@feibo crosstalk utilizando o
crosstalk correction softwarERSDAC, 2003). O efeitorosstalkocorre devido a dispersao
da luz incidente na banda ASTER 4, a qual é tratesge para o plano focal de outras bandas
do SWIR, causando o aparecimento de “fantasmasfitegface entre superficies de terra e
agua (IWASAKI & TONOOKA, 2005).

- Reamostragem espacial de pixelistda a diferenca de resolucdo espacial entre as
bandas do VIS-NIR (15m) e do SWIR (30m), e visawmdaproveitamento de ambos os
conjuntos de bandas, foi realizada uma reamostraggsnbandas do SWIR, aumentando
artificialmente sua resolucdo para 15m, permitiredisim, a composi¢cdo de um conjunto de
dados com nove bandas espectrais. Essa reamost@gimdamental para etapas de
processamento posteriores.

De modo a possibilitar a diferenciacdo das fitohemias presentes no PEA através
dos algoritmos SAM Spectral Angler Mappgre SVM Support Vector Machineforam
coletadas amostras de treinamentos das classes;, Bguncos de Areia, Solo Exposto,
Cerraddo, Cerrad&trictu Sensulpucas, Monchdo e Varjao; através destas amod&as
treinamento e a fim de comparacéo entre os algositgperou-se a biblioteca espectral com a
média da reflectancia para cada classe em cada lsEndensor, gerando a curva espectral
caracteristica de cada classe. Pois ambos ostaigerbaseiam-se na caracteristica espectral

do pixel para a sua diferenciagcdo das demais slasse

Classificacado Supervisionada

O aprendizado de maquina esta inserido na areaodkecimento denominada
Inteligéncia Artificial (IA) e tém por objetivo desvolver métodos, técnicas e ferramentas
para construir maquinas inteligentes capazes deaeas mais diversas tarefas. De acordo
com Mitchell (1997), essas maquinas devem treiolaresdeterminado conjunto de amostras e
adquirir conhecimento de forma automética. As t&31ide aprendizado podem ser
classificadas em supervisionadas (em que os raflaleslasses sao previamente conhecidos e
o algoritmo de aprendizado recebe um conjunto éenplos de treinamento para cada classe)
e nao supervisionadas (em que os rotulos das slassesédo conhecidos e o algoritmo de

aprendizado procura formar agrupamentos ou cludtesssiados de entrada). Como exemplo
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de algoritmos de aprendizado de maquina pode-ae @ que tém como inspiracdo 0s
sistemas biologicos (Redes Neurais Artificiais (RINAe Algoritmos Genéticos), o
aprendizado simbolico (Arvores de Decisdo) e agidsoestatisticas (Support Vector
Machines) (MITCHELL, 1997).

Nos métodos de classificacdo supervisionada, asedasdo previamente definidas
pelo analista, isto é, definidas ou caracterizaateavés das amostras de treinamento. Os
métodos pertencentes a este tipo de classificagifimam algoritmos que realizam o
reconhecimento dos padrdes espectrais na imagembaseinessas amostras (MOREIRA,
2005). Os algoritmos SAM e SVM pertencentes a ifledgdo supervisionada e foram

utilizados nas experiéncias praticas deste trabalho

Support Vector Machine (SVM)

Uma SVM é basicamente uma maquina linear, cujaigencipal € constituir um
hiperplano como superficie de decisdo de tal foqua a margem de separacdo entre
exemplos positivos e negativos seja maxima (HAYKIBI9Q9). Este método foi desenvolvido
pelo pesquisador Vladmir Vapnik e colaboradores SBR et al 1992; CORTES &
VAPNIK, 1995; VAPNIK, 1995).

O treinamento da SVM envolve a resolu¢cdo de umlenwd quadratico, dependente
dos vetores de treinamento e de parametros espeltf pelo usuario. Neste método, a partir
de um espaco de entrada de padrbes nédo-linearsegdeaveis € formado um novo espaco
de caracteristicas, em dimensao outra onde os gmde5ao linearmente separaveis. Assim,
um hiperplano de separagdo 6timo entre os exergatosstruido (VAPNIK, 1995).

O algoritmo pode ser descrito da seguinte formdasglaD’ amostras de treinamento
{xi, yi}, com i=1, 2..., D, onde xt RM é uma representacao vetorial de um conjuntceg-y
1, 1} é sua classe associada. Nesse processo exiatélistribuicdo de probabilidade P(X, y)
desconhecida da qual os dados de treinamento setidados. Ou seja, 0 processo de
treinamento consiste em treinar um classificadoiod@a que este aprenda um mapeamento
Xx—Yy por meio de exemplos (classes) de treinamentoy{kide forma que a maquina seja
capaz de classificar um exemplo (X, y) ainda n&ovque siga a mesma distribuicdo de
probabilidade (P) dos exemplos de treinamento.

O diferencial da SVM consiste em minimizar a exatch de errog(c) em uma

classificacao tal quec) € dado por:
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) = [ 51y~ f 9laPCxy)

Equacgéo 1

& Vetor suporte

Hiperplano de separacao otima

Figura 1- Esquema de classificacao por meio do SVM, modificdel Huang et al. (2002) e Melgani e Bruzz
(2004).

O SVM possuiquatro funcdes, sendo elaslinear, (i) quadratica ou sigmoide, (i

polinomial e (iv) funcéo de base radial (FE

Spectral Angler Mapper (SAM)

O algoritmo de classificacdo supervisioneéSpectral AngleMappel, baseia-se na
comparacdo do espectrda imagem com um espectro de referéncia, proveniele
bibliotecas espectrais ou de membros finais dagemsa A comparacdo é realizada por
critério de similaridade e, dessa forma, a ideratfdo do material procurado é feita segun
ajuste obtidoentre as duas curvas espectrais. Quanto melhoo fajuste, maior sera
probabilidade da existéncia do material de refeaémo pixel da imagem. Basicamer
procurase identificar a existéncia ou ndo do espectrefiéncia. A formulacdo matemat
do SAM (KRUSEet al, 1993 ¢ oriunda da equacao 2, sendo expressa na foriduagdéo €

nao de porcentagem.

i=nb
" ER:EI
SAM = a = cos™ ! izt -

=nb(EL)2 Y1=MP(ER;)?
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Equacgéao 2

Desta forma, temos que o valor do SAM é expressoagiianos, sendo que, qual
menor o angulax, maior € a similaridade entre as curvas. O anco, determinado pela
fungéo arcazosseno apresenta uma variagao de 0° at

Uma caracteristica impante da SAM é que ela ndo é sensivediferenca de
amplitude entre os espectros, e esta relacionadarde com a forma do espectro (NO\
2008). A performance do algoritmo depe da escolha do conjunto de espectros
referéncia. Conforme mostrado ngura 2 os angulos séo tratados como vetores no esf-

dimensional.

\-F‘\ /
3 ¢
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o~ o \3-*\- :
&2 S angle
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Figura 2 - llustracdo do angulo espectral entre curvas derdatsriais diferentes (A e B) medidos p

técnica de mapeamento por angulo espectral. FGnia do ENVI, Sulsoft (2006).

Validagdo do mapeament

Um mapeamento seja ele de qualquer interesse,dapera sensoriamento remo
necessita ser realizado com exatidao quando sm@apseas informacdes obtidas neste st
confiaveis. Assim, parametros que indiguem que alassificacdo quantificou detemnada
area proxima a realidade de seu uso sdo essertiaisliacdo da acuracia pode ser ob
por meio dos coeficientes de concordancia obtidas/és de uma matriz de confuséo
matriz de erro ou matriz de confusdo € uma mauedrpda de nimeros e expressam a
quantidade de unidades amostrais, associada a adaa ahtegoricdurante 0 processo |
classificacdo efetuado, e a categoria real a quenmem essas unidades. (MANGABEIF
2003 apud CONGALTON, 1991). A matriz de confuséastriege-se as nhas e colunas
referentes am classes. Os componentes da diagonal principal tiizrda confusédo fornece

0 numero de pixels corretamente classificados patda classe correspondente. A parti
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elaboracdo da matriz de confuséo as seguintes asedatlem ser extraidas: Exatiddo Global
(EG), coeficiente de Kappa, dentre outros.

A Tabela 1, desenvolvida por Landis e Koch (19@7)tilizada como referéncia para
classificar mapas resultantes da utilizacdo de @magrovenientes do sensoriamento remoto.
Na referida Tabela, sdo apresentados niveis dengesdio da classificacdo que indicam a

qualidade do mapa temético de acordo com o val&agpa obtido.

Tabela 1-Valores de indice Kappa adotados para aksses tematicas estabelecidas

Valor de Kappa Qualidade do mapa tematico
<0,00 Péssima
0,00-0,20 Ruim
0,20-0,40 Razoavel
0,40-0,60 Boa
0,60-0,80 Muito boa
0,80-1,00 Excelente

Adaptada de Landis e Koch (1977)

Para realizar a validacdo da classificacdo dossdadavenientes do sensoriamento
remoto os autores utilizam o coeficiente de Kapmano pode ser visto nos estudos de
Nishida (1998) e Queirozt al (2004).

Apés as classificagBes gerou-se a matriz de camfysdssibilitando o célculo do
coeficiente Kappa, a fim de escolher a melhor flaasdo de cada algoritmo. As etapas do

trabalho estéo representadas no fluxograma abkigoré 3).
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Imagens ASTER

< Pré-processamento )

1

—

SAM

SvM Amostras de Treinamento Valores
Kernels:
de a :
Sigmoide Linear R a=75,0
T = Indice I T

Polinomial

| Kappa

Uso no
Mapeamento

Figura 3 - Fluxograma das etapas de trabz
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RESUTADOS E DISCUSS/O

Os parametros internos utilizados e os resultadosvalidacdo do mapeamer
utilizando o coeficiente Kappa extraidos da mathz confusdo estdo descritos na ta
abaixo.

Tabela 2 —Par@metros internos utilizados em cada algoritmjaepresenta inexisténcia do param

SVM SAM
Parametro interno/Tipo de Fun¢gdo Linear Sigmoide Polinomial FBR a=0,1 |a =75,0
Teste . Teste 2| Teste 1. Teste|2 Teste 1 Tesle 2 Tesledte 2
Grau de polinémio de kernel X X X X 2 2 X X
Bias na funcéo X X 1 1 1 1 X X X
Gama na funcéo Kernel X X 0,11 1,50 0,11 1,50 0,11 1,50
Parametro de Penalidade 100,0( 1000,00 100,00 1500,00 100,00 150Q,@00,0C 1500,00
Niveis de Piramide 0 0 0 0 0 0 0 0
Indice Kappa 0,900. 0,900%4 0,8815 0,8815 0,8937 0,9063,900( 0,900] 0.5361r 0.7001

Os valores ressaltados em verde indicam em cadatailg sua melhor configuragi
em termo de valores internos do nel para SVM e para o SAM.
Os resultados das classificagtapds quantificacdo erérea forar ilustrados no

gréfico abaixo, onde @mparad a area total de cada clagge cada algoritm
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Comparacéo entre os classificadores

180000

160000
140000

120000

100000

80000
60000

mSVM

SAM

Area em Hectares

40000
20000

ol - - Hn _ -

Ipucas Cerradd Bancos Solo Monchdo Cerrado Varjic Agua
de Areia Exposto SS
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Gréafico 1 —Area em hectares  fitofisionomia classificada em cada algoritmo.

E possivel concluiatravés de dados de levanento de campue o algoritmo SAM

confundiu uma area consideravel de Varjao com 8gpmstc apresentando maior por¢cao

Solo Exposto e menor por¢do em ‘ao que o algoritmo SVMisso pode ser ex|cado

devido a resolucdo espai do sensor ASTER, onde cada pixel representa unsadiere?2t

m?, impossibilitando a direnciacéo dessas formacdes qumiposta por varios Monchd

espacados entre sionstituino a classe Varjao.

O Varjao ou Campos de Murundisegundo Araujo Neto et al. (1), tem no Brasil

Central osentido de um campo umido ccilhas” de terra elevada, revestida com eses de

cerrado, denominadas detirundu”, e estas ocorrem em um padrao reg

Essas formacfes sdo denominadas pelos moradoregi@la do Araguaia de Varja

Entretanto no

meio cientifico, nas literatt referentes a outras localidades do territ

brasileiro, elas também sdo denominadas de Canepgsidindus (MARIMON et al., 200¢
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VARJAO

v

Y

MONCHAO
MONCHAO

Figura 4 - Esquema geral de um varjao tif.
Fonte: Adaptado de Marimon et al. (2C

A fonte de erro do algoritmo surge da mistura espectralsama por ess
fitofisionomia, que apresenta diferentes densiddéenurundus ao longo do Pl

O grafico demonstra a diferenca de acuracia oletndiee os algoritmos SAM e SVI
de acordo com adbela 1, algoritmo SAM encontra-se entre 0,680, sendo suinsercao
na classéuito boa ja o SVM enconti-se entre 0,80500, sendo sua classificagdo Excele
e superior ao SAM, com pouca confusao entre aatit@acao das class

O resultado obtido foi o Mapa Tematico do PEA gadepser visualizado na FigLs
abaixo, onde é possivel distinguir cada fitofisimmm existente, sua localizacéo e distribui
no interior do PEA.
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Figura 5 —Mapa Tematico Do Parque Estadual do Araguaia geatrdwés do algoritmo SVMSUpport Vector
Maching.

CONCLUSAO

Com base no coeficiente Kappa o algoritmo SVM agresl maior acuracia na
distincdo das fitofisionomias, tendo ambos os #igos as mesmas amostras de treinamento.
O SVM se apresentou como um Otimo algoritmo patag@o em imagens de resolucao
espacial baixa a media, porém, o SAM se torna agguado em imagens hiperespectrais.

Na avalicdo dos algoritmos o SVM neste caso aptasenelhor resultado, devido ao
grande numero de classes, em um estudo com memoerolde classes o SAM pode

apresentar vantagens em termos de menor nUmermalkgras de treinamento e de menor
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tempo para classificacdo, por ser um algoritmo siaiples, dispensando a analise estatistica
em seu processamento.

O algoritmo SVM demonstrou capacidade na discrigépnadas fitofisionomias de
areas sujeitas a inundagcao, como é o caso do Pastadual do Araguaia, em especial para
as classes Solo Exposto e Varjao, onde a difergiwia dificultada devido a mistura

espectral.
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